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1 背景

超解像解析とは，画像やシグナル等における低解像
データから対応する高解像データを再構築する手法で
ある．低解像データを qLR，高解像データを qHRとし，
再構築モデル F および再構築データ q̂HRを用いると，

qHR ≈ q̂HR = F(qLR) (1)

と表現できる．この F として内挿法や周波数分析に基
づく様々な手法が情報科学分野でこれまでに発達し，近
年では深層学習を用いた超解像再構築が主となってい
る．もともとは画像に使われていた超解像のコンセプト
は，流体力学における様々な問題設定においても一般化
可能なフレームワークである 1, 2)．例えば，低解像デー
タをセンサ情報の集合体として見れば，図 1に示すよ
うに超解像問題はスパースなセンサからの全体場再構
築のような逆問題として捉えることができる．またその
低解像入力 qLR の形は，図 2に示すような，PIV計測
等で考えられる限られた断面計測場 3) や，吸込水槽の
ような産業乱流機器におけるノイズの乗った空間的に配
置の限られたセンサ群 4) のように，様々な形態を取る
ことが可能である．更には，large-eddy simulation (LES)

におけるサブグリッドスケールをグリッドスケールから
推定する試みを超解像として解く場合もある 5)．
このような背景から，近年では世界中で非定常流体解
析のためのツールとして，非線形機械学習に基づく超解
像解析が幅広く研究されている．一方で，乱流における
超解像解析は画像分野におけるそれの単なる応用では
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図 1 Super-resolution of turbulence.

なく，流体物理に基づく様々なノウハウを必要とする．
本記事では，流体解析のための非線形機械学習超解像
を，代表的なアルゴリズムやモデルの紹介，また具体例
を通して解説する．

2 乱流超解像アルゴリズム

対象とする流れ系や，扱う低解像・高解像データに応
じて，適した超解像アルゴリズムを選択することが重要
である．ここでは主に乱流超解像解析にて用いられるア
ルゴリズムを，教師あり学習，教師なし学習，および，
物理に基づく半教師あり学習に大別して説明する．

2.1 教師あり学習
教師あり学習とは，訓練データとして入出力の対を与

えてモデルを学習させる手法である．すなわち超解像
解析においては，高解像データ qHR と対応する低解像
データ qLR のペアを準備し，訓練データとして用意す
ることで，機械学習再構築モデル F を得ることとなる．

© 2025日本流体力学会

 

 

〔特集〕次世代ながれ解析 

2025 日本流体力学会

ながれ44（2025）216－221



2 機械学習による乱流超解像解析

(a)

Sectional m
easurements

y

z

Sensors

Reference Reconstructed (nsensor = 16)(b)

Reconstructed

y

x
z

Reference

図 2 Examples of generalized super-resolution for unsteady

flows. (a) Volumetric reconstruction of bluff body wake

from limited sectional measurements 3). Adapted from:

Matsuo, M., Fukami, K., Nakamura, T., Morimoto, M., &

Fukagata, K. SN Comput. Sci. 5 (2024) 306. Copyright

© 2024 Authors. (b) Sparse sensor reconstruction of in-

dustrial turbulence 4).

一般にこの訓練過程は，超解像モデル F の重み（また
はパラメータ）wに関する最適化問題，

w∗ = argminw Ed(w) (2)

= argminw||qHR −F(qLR;w)||P
として，データに基づく誤差 Edの LP ノルムを用いて
表される．教師あり学習に基づく超解像解析が現在最も
幅広く提案されており，センサ情報からの流体場再構築
および逆問題推定として超解像を用いる場合によく用
いられるアルゴリズムである 2, 6–9)．

2.2 教師なし学習
低解像場と高解像場の対になる訓練データを準備でき

る場合は，教師あり学習を行うことが可能であるが，そ
のようなペアを準備することが難しい場合もある．例え
ば LESデータや PIV計測データに超解像解析を行いた
い場合に，対となる高解像瞬時場を準備することは難し
いだろう．そのようなケースでは瞬時場間のペアデータ
がなくとも，低解像流れデータ「群」と高解像流れデー
タ「群」の間の関係を学ぶような手法が望ましい．敵対
生成ネットワーク (GAN)に基づく手法ではそのような
流体場超解像が可能であり，Kim et al. 10)は Cycle GAN

と呼ばれる手法を用いて，ペアデータのない場合に直接
数値シミュレーションと LESのデータ群間の関係を抽
出し，チャネル乱流における超解像が可能であることを
示している．また追随研究として，Cycle GANに基づ

く乱流超解像解析の LES壁モデリングへの応用も報告
されている 11)．このような生成超解像モデルにおける
訓練プロセスも，損失関数に基づき記述が可能であり，
教師あり学習同様にモデルF 内部の重みwに関する最
適化となる．詳細な数学的記述に関しては，Fukami et

al. 1) を参考されたい．

2.3 流体物理に基づく半教師あり学習
上述の教師あり・なし学習は，与えられた流れ瞬時場

データペア，またはデータ群間から低・高解像データ間
の関係を探るものであった．その訓練過程において超解
像モデルF は，データに基づく損失関数 Edに関する最
適化を行うが，この損失関数に流体物理に基づく先見的
知識を新たに誤差 Epとして組み込むことができる．す
なわち重み付け係数 β と共に，

E = Ed + βEp (3)

とすることで，モデルの再構築精度およびノイズへのロ
バスト性を向上させることが可能である 1, 12)．
流体データを扱う際には，様々な方法で Epを準備す

ることができる．例えば超解像された場である q̂HR =

F(qLR)を支配方程式のオペレータN に代入し，

Ep = ||N (x, q̂HR(x, t))||p (4)

とする方法が考えられる 12)．また流体超解像解析にお
いては，瞬時場再構築のみが入手可能で時間微分項が得
られないケース等も考えられるので，訓練過程において
入手可能な項の和N で誤差を構成し，

Ej
p = ||Nj(qHR)−Nj(q̂HR)||p, N =

∑
j

Nj (5)

とする場合もある 13)．物理に基づく誤差関数を用いて
得られた超解像モデルは，データ誤差のみで得たモデル
に比べて，より物理的に確かな再構築場を提供すること
が期待される他，より少ない訓練データ量で精度良い再
構築が可能になることが知られている 1, 12)．

3 機械学習モデル

上述のアルゴリズムは，幅広い非線形機械学習モデル
に適用可能であり，アルゴリズムとモデルを組み合わせ
て乱流超解像解析を行う．ここで対象となる流れ系や入
出力データの持つ自由度および複雑さに応じたモデル
の選定が非常に重要である．
超解像解析のための非線形機械学習モデルとして，図 1

に示すような全結合型ネットワーク (多層パーセプトロ
ン) 14)を用いて，低・高解像データ間の非線形関係を抽
出することが考えられ，実際に様々な流れ系でその応用
が見られる 5, 7)．一方で，流体解析における超解像では，

機械学習による乱流超解像解析
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図 3 Hybrid downsampled skip-connection/multi-scale model

for super-resolution reconstruction of turbulence. Adapted

from: Fukami, K., & Taira, K. J. Fluid Mech. 1001 (2024)

A32. Copyright © 2024 Authors.

固有直交分解などの縮約モデルと組み合わせない限り
は 15)，低・高解像データ間の自由度の差が大きいこと
が一般に多い．従って，モデルがデコーダ型構造になる
ことから，全結合型ネットワークではノード間結合数が
出力層に向けて爆発的に増えることで計算コストが莫
大になり，パラメータ最適化も難しくなることが知られ
ており，これらは次元の呪いとも呼ばれる．
近年では，これらの問題を解決するために畳み込み
ネットワーク (CNN) 16) に基づくモデルを用いて流体
データにおける超解像解析を行うことが多い．CNNは
画像や動画などのデータに幅広く用いられる非線形機
械学習手法の 1つであり，多層パーセプトロンにおける
ノード間結合の代わりに，視覚等の感覚神経における受
容野の機能に着想を得た，フィルタ操作を用いて入出力
間の非線形的な関係を学習することができる．このフィ
ルタ操作により，全結合ネットワークに比べ計算コスト
を大幅に削減し回帰や分類を行うことができる．
一方で，乱流超解像解析においては，CNNに基づく
モデルを構築する際に乱流の持つ非線形性およびマル
チスケール性を上手く捉えるようなモデル関数を導入
することが必要であることが報告されている．これま
でに多様な乱流超解像のための非線形 CNN モデルが
提案されているが，ここでは例として，様々な流れ系
に留まらず，燃焼系を含む幅広い対象に応用が見られ
る，downsampled skip-connection/multi-scale (DSC/MS)

モデル 2) を紹介する．
CNNに基づくこの非線形機械学習超解像手法は，図 3

に示すように大きく分けて 2つの構造を持ち，それぞ
れDSCモデルとMSモデルと呼ばれる．DSCモデル部
分はデータの圧縮・拡大操作を通して，乱流のスケール
普遍性を加味するようにデザインされる一方で，MSモ
デルは様々なサイズのフィルタ操作を組み込むことによ

り場における大小スケールの相互的関係を学習するこ
とを目的としている．DSC/MSモデルはあくまで乱流
超解像手法の一例であるが，このような乱流における先
見的知識に基づいたモデル構築は正確な再構築に必須
である．さらに近年では乱流物理をうまく捉える機械学
習関数を同定できるような非線形スケーリング法も提
案されており 17)，それらと組み合わせた対象の系およ
び物理に沿った超解像モデル構築が重要である．

4 例題：2次元減衰乱流の機械学習超解像再構築

ここでは，非線形機械学習による乱流超解像再構築の
具体例を紹介しよう．例題として，2次元一様等方性減
衰乱流を考える．訓練データは直接数値シミュレーショ
ン 18) によって生成され，2次元渦度輸送方程式，

∂ω

∂t
+ u · ∇ω =

1

Re
∇2ω (6)

を周期境界条件下で数値積分する．ここで u = (u, v)

および ω は速度ベクトルおよび渦度である．計算領域
および格子点数は，(Lx, Ly) = (1, 1)および (Nx, Ny) =

(512, 512)である．レイノルズ数はRe ≡ u∗l∗/νと定義
される．ここで u∗は特性速度，l∗は初期積分長さ，νは
動粘性係数であり，初期レイノルズ数は Re(t0) = 451

とする. 低解像データ qLR は平均プーリングにより生
成され，162格子点を持つ．また，入出力に用いる特徴
ベクトル qとして，渦度場 ωを使用する．従って，超
解像モデル F は，高解像渦度場 qHR ∈ R

5122 を低解像
データ qLR ∈ R

162 から再構築するように訓練される．
ここでは 3章で紹介した，CNNモデルおよびDSC/MS

モデルに対し，2章にて議論した通常の教師あり学習ア
ルゴリズムおよび支配方程式に基づく半教師あり学習
アルゴリズムを適用した，計 4つの超解像再構築手法を
減衰乱流の低解像データに適用する 1)．支配方程式に基
づく半教師あり学習としては，式 (5)にて紹介した訓練
過程において計算可能な項に基づく誤差を考え，式 (6)

の渦度輸送方程式から，左辺の非線形項と右辺の線形
項を Epとして導入する．したがって，答えとなる物理
量 (·)DNS および再構築結果から得られた量 (·)ML に基
づき，

E = Ed + βadvEadv + βviscEvisc, where (7)

Ed = ||ωDNS −F(ωLR)||2,
Eadv = ||uDNS · ∇ωDNS − uML · ∇ωML||2,
Evisc = ||∇2ωDNS −∇2ωML||2,

としたものを誤差関数とする．また追加項の重み係数
は，βadv = βvisc = 0.1とする．より詳細な設定に関し
ては，Fukami et al. 1) を参考されたい．

4つの非線形機械学習手法を用いた渦度場の超解像再
構築の結果を図 4に示す．通常の CNNモデルを用いた

深見　開・深潟康二・平　邦彦
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図 4 Machine-learning-based super-resolution reconstruction of

two-dimensional isotropic turbulence 1). The L2 error

norms are reported underneath. Adapted from: Fukami,

K., Fukagata, K., & Taira, K. Theor. Comput. Fluid Dyn.

37 (2023) 421-444. Copyright © 2023 Authors.

際には，誤差関数に依らず再構築は上手くいかず，入力
の粗いデータに影響されることで，空間的に不連続な
場を示す．一方で，DSC/MSモデルを用いることで再構
築が大幅に改善し，L2再構築誤差ノルム ε = ||ωDNS −
F(ωLR)||2/||ωDNS||2 に関して約 50%から 24.1%へと削
減される．さらに物理に基づく誤差を導入することで，
その超解像再構築はさらに精度を増す．再構築場上に点
線にて強調しているように，負の渦度を持つ大きな構造
の周りに介在する剪断層のような非常に微細な構造を
再現することが可能になり，その再構築誤差は 10%以
下となる．

DSC/MSモデルと支配方程式に基づく誤差関数を組
み合わせたケースの再構築は，他ケースと比べ，図 5に
示すエネルギースペクトルの比較からも確認できるよ
うに，波数空間においても結果は良好である．一方で

Regular CNN DSC/MS
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図 5 Kinetic energy spectrum E(k) of reconstructed isotropic

vorticity fields shown in figure 4.

k > 600の高波数領域においては，散逸域と慣性域の相
関の低さを理由に再構築は上手くいかず，このような高
波数領域においても統計的にもっともらしい再構築場を
得る手法としては，2.2節で紹介した生成系アルゴリズ
ムが有効であることが知られている 10)．また高次統計
量を直接 Epに導入する方法もあり 19)，目的に応じたア
ルゴリズムやモデルの設定により，物理的に確かな超解
像再構築場を得ることが可能である．

5 結論・展望

本解説では，非線形機械学習に基づく乱流超解像解
析について，その幅広い流体場再構築逆問題への一般
化や，代表的なアルゴリズム・モデルの紹介，加えて再
構築の具体例を通した議論を行った．今回触れた例題で
は，2次元流れ場の空間場再構築を取り扱ったが，非線
形機械学習超解像再構築の時間方向への拡張や 3次元
場への応用も盛んに議論されている 1, 6, 20)．また同様の
機械学習超解像手法およびコンセプトは，気象データを
はじめとする大規模複雑系の解析にも応用が行われて
おり 21–23)，今後も強力な非線形流体場再構築ツールと
しての更なる発展が期待される．
非定常流体現象を扱うという観点において，大小ス

ケール間の関係を超解像解析にて抽出することに加え，
再構築手法にダイナミクスを取り入れることも重要に
なると考えられる．既に損失関数にダイナミクスを取り
込むケースや 24)，データ同化と組み合わせることで動
的な情報を再構築プロセスに取り入れる手法 25)が提案
され始めている．またデータ駆動型モデルに基づく手
法であるが故に，データの質，量 26)，およびモデル設
定 27)から起因する不確かさが常に超解像解析には伴う
ので，それらの適切な定量化も重要であろう．
また超解像解析に限る話ではないが，非線形機械学

習を用いた乱流解析における訓練データの準備の仕方
にも注意する必要がある．例えば，図 6(a)に示すよう
な減衰乱流における 1枚のスナップショットを例にとる
と，これはただ 1つの瞬時場である一方で，幅広い長
さスケールの渦構造および様々な回転・剪断のパターン
が凝縮された，いわば物理の宝庫であると言える．言い
換えれば，乱流データに含まれる情報量は，一般の画
像解析で扱われるような顔画像などのデータフレーム
と比べて，同じ “1枚”のスナップショットでも格段に多
く，それを念頭に置いたデータ準備やサンプリングを行
う必要が示唆される．最近の研究では，本記事でも紹介
した DSC/MSモデルにおける超解像解析の訓練データ
を，図 6(a)に示すようにサブサンプリングし訓練デー
タを準備することで，元データがたった 1枚の瞬時場で
あったとしても，図 6(b)に示す通り，精度よく再構築
できることが報告されている 28)．このように一見限ら

機械学習による乱流超解像解析
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super-resolved by the DSC/MS model trained with the pro-

posed single-snapshot routine. The L2 error norm is re-

ported underneath the contour of the reconstructed field.

Adapted from: Fukami, K., & Taira, K. J. Fluid Mech.

1001 (2024) A32. Copyright © 2024 Authors.

れた乱流データからでも，そこに詰まっている物理を搾
り取るようなスマートなデータ収集を通して，特徴抽出
が可能であることに注意し，乱流データの無駄遣いをし
ないことを常に念頭に置いた非線形機械学習解析が望
まれる．
最後に，近年では様々な非定常乱流データをオープン

ソース化し，コミュニティ内で共有するような動きもあ
ることから 29, 30)，様々なデータ（例えば数値データと
実験計測）を統合し共通の特徴を抽出する，データ融
合に基づく超解像再構築も今後の展開として考えられ
るだろう 31)．一般に，数値データに比べ実験計測で入
手できる流体データのレイノルズ数は高いことが多く，
これらを上手く扱えれば幅広いレイノルズ数帯の複雑
流動場にロバストな，より一般化された非線形機械学習

超解像解析が可能になるかもしれない．ここには書きき
れない，非線形機械学習に基づく乱流超解像解析の無数
の展望に期待を膨らませ，本記事の結びとする．
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